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Resumo
Técnicas de aprendizado de máquina podem ser utilizadas para auxiliar a navegação de
deficientes visuais e robôs terrestres autônomos. O aprendizado de máquina tem sido
amplamente usado em diversas aplicações baseadas em imagem. As aquisições e construções
de novos conjuntos de dados oferecem grande contribuição para a comunidade científica
para que sejam avaliadas as técnicas de aprendizado de máquina existentes e explorações
de novas. Esta pesquisa apresenta um novo conjunto de dados que associa dados inerciais
a imagens de caminhada sob diferentes condições e trajetórias em ambientes internos
e externos para classificação de movimentos laterais e frontais. O conjunto de dados
apresentado se caracteriza como um problema de regressão, tendo sido agrupado em
classes para as análises. CNNs clássicas foram usadas para avaliar o conjunto de dados
produzido. Os resultados mostraram uma boa capacidade de representação do problema de
evitar colisões e desviar de obstáculos somente a partir das imagens. Uma implementação
da VGG16 consegue taxas de acerto superior a 90% quando as opções de direção são
arrumadas em 5 classes.

Palavras-chave: Tecnologias Assistivas; Navegação por imagens; Conjuntos de dados;
Redes Neurais Convolucionais.



Abstract
Machine learning techniques can be used to aid visually impaired navigation as well as
autonomous terrestrial robots. Machine learning has been widely used in many image based
applications. The acquisitions and construction of new datasets offer a great contribution to
the scientific community to evaluate existing machine learning techniques and explore new
ones. This research presents a new dataset that associates inertial data with walking images
under different conditions and trajectories in indoor and outdoor environments to classify
lateral and frontal movements. The dataset presented is characterized as a regression
problem, having been grouped into classes for analysis. Classic CNNs were used to evaluate
the produced dataset. The results showed a good ability to represent the problem of
avoiding collisions and obstacles only from the images. A VGG16 implementation achieves
hit rates of over 90% when the direction options are arranged in 5 classes.

Keywords: Assistive technologies; Image based navigation; Datasets; Convolutional Neural
Networks.
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1 Introdução

A visão é o principal meio de orientação e navegação de pessoas, de modo que,
perdê-la total ou parcialmente implica em ter dificuldades para realizar qualquer tarefa.
Segundo a Organização Mundial da Saúde (OMS) é estimado que existam 252,6 milhões
de pessoas com deficiência visual, dos quais, 36 milhões possuem deficiência total da visão
e 216,6 milhões, deficiência leve ou moderada World Health Organization (2021).

Dentre os problemas que os deficientes visuais enfrentam o de mobilidade é um
dos mais estudados pelos pesquisadores porque permite uma maior independência desses
indivíduos para navegarem em ambientes internos e externos. As estratégias variam desde
o uso de sensores na bengala guia, uso de câmeras ou uma combinação de ambos como
dispositivos vestíveis para auxiliar os deficientes visuais a terem segurança na caminhada
garantindo a manutenção de um trajeto seguro evitando perigos como colisões, como
mostrado em Cheng et al. (2018), Aladren et al. (2016) e Lesecq et al. (2017).

O reconhecimento de padrões a partir dos dados de sensores tornam a capacidade
de exploração espacial ainda melhor quando utilizados em algoritmos de aprendizagem
de máquina como Redes Neurais Convolucionais (CNN) para problemas de classificação
ou regressão. A maioria dos estudos realizados para auxiliar deficientes visuais utilizando
CNN são para problemas de classificação como é mostrado em Barontini et al. (2020).

As Redes Neurais precisam ser alimentadas com conjuntos de dados rotulados
para realizarem o treinamento dos modelos que serão utilizados para resolver problemas
específicos. Apesar de já existirem diversos conjuntos de dados que podem ser utilizados
para criar modelos, os dados podem não refletir a realidade do que está sendo investigado e,
então, muitos pesquisadores precisam criar seus próprios conjuntos de dados para validarem
seus experimentos como é avaliado em Roh, Heo e Whang (2019).

Nos últimos anos as abordagens de aprendizado por transferência começaram a
atrair cada vez mais interesses de todas as áreas de pesquisa em reconhecimento de padrões
e Aprendizado de Máquina. Quando as técnicas regulares de aprendizado de máquina
atingem seus limites, o aprendizado por transferência permite novas possibilidades de um
novo fluxo que pode mudar fundamentalmente a maneira como usamos para aprender as
coisas e como costumávamos tratar as tarefas de classificação ou regressão (SHAO; ZHU;
LI, 2015).

Neste trabalho apresentamos uma abordagem que utiliza imagens para evitar
colisões e desvios de obstáculos em ambientes internos e externos. O método proposto
consiste em: (1) Captura de imagens ambulantes; (2) Rotulagem de imagem com categorias
de velocidade frontal e lateral; (3) Treinar uma CNN com o conjunto de dados gerado com
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métodos de aprendizagem por transferência; (4) Avaliação do conjunto de dados proposto.
A abordagem utiliza CNN para classificar as velocidades frontais e laterais durante uma
caminhada em níveis de intensidade. Este método pode ser aplicado para navegação em
robótica terrestre e acessibilidade para deficientes visuais com perda total ou parcial da
visão. Além disso, pretende-se utilizar o conjunto de dados proposto, treinado com CNN,
para ser aplicado em um sistema embarcado e ser utilizado como dispositivo vestível.

Visto que atualmente as CNN são utilizadas em diversas aplicações, tanto de
regressão quanto de classificação, e problemas que possuem mais complexidade, as CNN
conseguem extrair mais características dos conjuntos de imagens e consequentemente os
modelos treinados com essas redes alcançam, na maioria dos casos, melhores resultados. Por
conta disso, a abordagem com CNN foi utilizada neste trabalho. Apesar de utilizar CNN
como modelo proposto a ser embarcado, modelos mais simples de classificadores podem
ser utilizados visto as limitações de recursos computacionais das plataformas embarcadas.

Para o problema de orientação para deficientes visuais é fundamental que o conjunto
de dados forneça informações sobre desvios e colisões no contexto da navegação. Não foram
encontrados na literatura conjuntos de dados que relacionam os movimentos durante um
caminhada com as imagens no instante do movimento. Portanto, o conjunto de dados
proposto neste trabalho representa melhor uma das soluções desse problema.

Sendo assim, esta pesquisa apresenta um estudo sobre dados coletados através
das ações de uma pessoa com visão saudável durante uma caminhada e utiliza essas
ações como rótulos das imagens. Além disso, utiliza o conjunto de dados proposto em
modelos de CNN treinados para tomadas de decisões de desvios e paradas. Portanto, este
trabalho pretende investigar o comportamento do conjunto de dados em Redes Neurais
Convolucionais (CNN), visando auxiliar a navegação de deficientes visuais em ambientes
internos e externos com e sem obstruções de natureza estática ou dinâmica.

1.1 Justificativa

Existem vários trabalhos para auxiliar na navegação de deficientes visuais bem
como diversos estudos com CNN para esse mesmo propósito Barontini et al. (2020). No
entanto, não foram encontrados na literatura conjuntos de imagens rotuladas com dados
de velocidades que caracterizam paradas e desvios, utilizando Visão Computacional com
CNN para a finalidade de auxiliar a navegação de deficientes visuais capazes de inferir
desvios de obstátulos e paradas considerando os sinais responsáveis pelas tomadas de
decisões em função dos elementos contidos numa imagem.
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1.2 Hipóteses
Este trabalho foi embasado nas seguintes hipóteses.

• As intenções de movimento de um pedestre podem ser associadas com imagens.
• Velocidades vetoriais de caminhada conseguem representar desvios e paradas a

partir de modelos treinados com CNN.
• O modelo treinado com essas velocidades é capaz de auxiliar na navegação de

deficientes visuais.

1.3 Objetivos Geral e Específicos
O objetivo geral deste trabalho é construir um conjunto de dados que pode ser

treinado com CNN e possua taxas de acurácia que possibilite uma navegação segura para
deficientes visuais.

Este trabalho possui como objetivos específicos:

• Construir um conjunto de dados contendo imagens e rótulos de velocidades
vetoriais laterais e frontais.

• Propor um método de remoção de amostras que prejudicam a qualidade do
conjunto de dados.

• Realizar treinamentos com esses conjuntos de dados em variadas CNN.
• Avaliar os resultados obtidos nessas CNN.
• Avaliar o modelo escolhido para uso em navegação de deficientes visuais.

1.4 Relevância
Esta dissertação de mestrado é relevante por ser um estudo que estabelece uma

relação entre dados vetoriais de velocidades obtidas em caminhadas e imagens como
entrada para treinamentos de Redes Neurais Convolucionais em problemas de classificação.

Em relação a aplicações, esta dissertação apresenta uma abordagem mais generalista
de navegação para deficientes visuais que não foi encontrada na literatura e que pode ser
aproveitada em formas de navegação diferentes das humanas.

1.5 Problematização
Esta dissertação busca avaliar se dados vetoriais obtidos a partir das capacidades

motoras de uma pessoa que possui visão saudável conseguem generalizar situações de
navegação através de modelos treinados com CNN e esse modelo pode ser utilizado para
auxiliar na navegação de deficientes visuais.
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1.6 Estrutura da Dissertação
No Capítulo 2, são apresentadas as principais fundamentações teóricas utilizadas

nesta dissertação. No Capítulo 3, são descritos o estado da arte para a navegação de
deficientes visuais apresentando as principais abordagens utilizadas. Em seguida, são
apresentadas as principais técnicas utilizadas na literatura nas aplicações com uso de
CNN voltadas para navegação utilizando imagens. Além disso, são mostrados trabalhos
que utilizaram transferência de aprendizado para problemas de classificação. Por fim, são
apresentados trabalhos que envolvem contrução de conjuntos de dados voltados para a
navegação de deficientes visuais.

O Capítulo 4 descreve as abordagens utilizadas nesta dissertação. A aplicação
adotada bem como os conjuntos de dados utilizados são apresentados. Em seguida, são
mostrados os processos de treinamento, classificação e avaliação das Redes Neurais Convo-
lucionais utilizadas. São apresentadas as técnicas utilizadas para realizar a transferência
de aprendizado. Finalmente, é apresentado um método que reduz as imagens similares que
podem prejudicar a construção do conjunto de dados.

No Capítulo 5 são apresentados e discutidos os resultados alcançados nos modelos
treinados com o conjunto de dados apresentado. No Capítulo 6, são mostradas as conclusões
desta pesquisa bem como sua contribuição e trabalhos futuros.
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2 Fundamentação teórica

Neste capítulo são apresentados os principais conceitos utilizados nesta pesquisa.
Inicialmente será intoduzido o conceito de Tecnologias Assistivas no contexto desenvol-
vido neste trabalho. Em seguida as CNN utilizadas são detalhadas. A transferência de
aprendizado é explorada na sequência. Por fim, são mostrados os métodos de avaliação
empregados.

2.1 Tecnologias Assistivas

Tecnologias Assistivas (AT) podem ser entendidas como dispositivos pessoais
utilizados como suporte para que as pessoas com deficiência otimizem suas funções,
independência e participações na sociedade Smith et al. (2018). Este trabalho foi focado
em AT para para portadores de deficiência visual.

2.1.0.1 Navegação de deficientes visuais

A Substituição Visual pode ser explicada como a alternativa para cegos, onde
uma imagem pode ser capturada de uma câmera, a informação é processada e a saída é
fornecida ao usuário de forma não visual, como modo auditivo, modo vibratório ou uma
combinação de ambos. Manjari, Verma e Singal (2020).

De acordo com Elmannai e Elleithy (2017) a Substituição Visual pode ser sub-
dividida em Ajuda Eletrônica para Viagens (ETAs), Ajuda Eletrônica para Orientações
(EOAs) e Dispositivos Localizadores de Posição (PLDs). Cada uma dessas subdivisões são
responsáveis por resolver problemas específicos de navegação para deficienctes visuais. As
definições e características segundo Manjari, Verma e Singal (2020) são apresentadas a
baixo.

Os ETAs recuperam dados do ambiente e os fornecem para o usuário através de
sensores. As características que definem um ETA são:

• Detecção de obstáculos próximo ao corpo do usuário do chão a cabeça;
• Localizar itens ao redor dos obstáculos;
• Conscientizar o usuário com a distância entre ele e o obstáculo com orientações

essenciais;
• Fornecer instruções a uma pessoa sobre as condições de uma superfície. Informa-

ções a cerca de buracos e texturas.

Os EOAs orientam a pessoa sobre seu caminho, fornecendo instruções ou através
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de sinais de caminho, que indicam o que deve ser feito. Possuem como características:

• Seleção do melhor caminho através da definição de rotas;
• Calcular a localização aproximada de um usuário traçando o caminho;
• Orientar o usuário fornecendo sinais de caminho e instruções.

Os PLDs localizam o usuário encontrando sua posição. Isso ajuda as pessoas cegas
a se localizarem enquanto viajam. O Sistema de Posicionamento Global (GPS) é um
exemplo popular de Dispositivos Localizadores de Posição.

A partir dessas definições e características a solução apresentada nesta pesquisa
é um híbrido de ETA e EOA porque detecta obstáculos próximos ao corpo do usuário,
conscientiza o usuário com a distância entre ele e os obstáculos e orienta o usuário
fornecendo sinais de caminho e instruções. Portanto, é uma solução muito completa para
substituição visual.

2.2 Redes Neurais Convolucionais
CNN LeCun et al. (1989) são um dos melhores algoritmos de aprendizagem para

compreender o conteúdo da imagem e têm mostrado desempenho exemplar em segmentação,
classificação, detecção e recuperação de imagens Cireşan et al. (2012), Liu, Deng e Yang
(2018). CNN é uma rede hierárquica de múltiplas camadas de alimentação direta, onde
cada camada, usando um banco de kernels convolucionais, realiza várias transformações
LeCun, Kavukcuoglu e Farabet (2010).

A topologia da CNN é dividida em vários estágios de aprendizagem compostos por
uma combinação das camadas convolucionais, unidades de processamento não lineares
e camadas de subamostragem Jarrett et al. (2009). A operação de convolução ajuda na
extração de recursos úteis de pontos de dados correlacionados localmente. A saída dos
kernels convolucionais é então atribuída à unidade de processamento não linear (função de
ativação), que não apenas ajuda na aprendizagem de abstrações, mas também incorpora
a não linearidade no espaço de recursos. Essa não linearidade gera diferentes padrões
de ativações para diferentes respostas e, assim, facilita o aprendizado das diferenças
semânticas nas imagens. A saída da função de ativação não linear é geralmente seguida por
subamostragem, o que ajuda a resumir os resultados e também torna a entrada invariante
para distorções geométricas Scherer, Müller e Behnke (2010), LeCun, Kavukcuoglu e
Farabet (2010).

2.2.1 Composição da CNN

O modelo padrão da CNN tem uma estrutura que consiste na camada de entrada,
camadas convolucionais alternadas com camadas de agrupamento ou subamostragem e
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camadas não lineares. A última consiste em uma ou mais camadas totalmente conectadas
Namatēvs (2017).

Figura 1 – A estrutura de uma CNN, consistindo de uma camada convolucional, de pooling
e totalmente conectada Saleh et al. (2017)

.

2.2.1.1 Camada de Entrada

A entrada é geralmente uma matriz multidimensional de dados onde os dados são
alimentados para a rede Ferreira e Giraldi (2017). Os dados de entrada podem ser pixels
de imagem ou sua transformação, padrões, séries temporais ou sinais de vídeo.

2.2.1.2 Camada Convolucional

O objetivo principal da convolução é extrair características distintas da entrada.
Krig (2016) descreve que essas camadas são compostas por uma série de filtros ou kernels
aprendíveis que visam extrair características locais da entrada, e cada kernel é usado para
calcular um mapa de características ou mapa do kernel.

A primeira camada convolucional extrai baixo nível significativo recursos como
bordas, cantos, texturas e linhas. A próxima camada convolucional extrai recursos de
nível superior, mas os recursos de nível mais alto são extraídos na última camada de
convolução Ren et al. (2012). O tamanho do kernel refere-se ao tamanho do filtro, que
gira em torno do mapa de recursos, enquanto o valor pelo qual o filtro desliza (processo de
deslizamento) é o passo. Ele controla como o filtro se transforma em torno do mapa de
feições. Portanto, o filtro convolve em torno das diferentes camadas do mapa de recursos
de entrada, deslizando uma unidade a cada vez Goodfellow, Bengio e Courville (2016).
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2.2.1.3 Camadas de agrupamento ou subamostragem

As características que resultam de uma saída da operação de convolução podem
ocorrer em locais diferentes na imagem. Uma vez que as características são extraídas, sua
localização exata se torna menos importante, desde que sua posição aproximada em relação
as outras seja preservada. Agrupamento ou subamostragem é uma operação local que
resume informações semelhantes na vizinhança do campo receptivo e produz a resposta
dominante nesta região local Lee, Gallagher e Tu (2018).

O uso da operação de pooling ajuda a extrair uma combinação de características, que
são invariáveis a mudanças translacionais e pequenas distorções Ranzato et al. (2007)(Huang
et al. 2007; Scherer et al. 2010). A redução no tamanho do mapa de recursos para o conjunto
de características invariáveis não apenas regula a complexidade da rede, mas também ajuda
a aumentar a generalização, reduzindo o sobre ajuste. Diferentes tipos de formulações de
agrupamento, como agrupamento máximo, a média de uma vizinhança retangular e o
agrupamento por redução da resolução são usados na CNN (NAMATĒVS, 2017).

2.2.1.4 Função de ativação

A função de ativação serve como uma função de decisão e ajuda no aprendizado
de padrões intrincados. A seleção de uma função de ativação apropriada pode acelerar o
processo de aprendizagem. Na literatura, diferentes funções de ativação, como sigmóide,
tanh, maxout, SWISH, ReLU e variantes de ReLU, como ReLU e ELU são usadas para
aprender uma combinação não linear de características LeCun et al. (2012).

2.2.1.5 Lote de normalização

A normalização em lote é usada para resolver os problemas relacionados a mudança
de covariância interna nos mapas de características. A mudança de covariância interna é
uma mudança na distribuição dos valores das unidades ocultas, o que retarda a convergência
(forçando a taxa de aprendizagem a um valor pequeno) e requer inicialização cuidadosa de
parâmetros.

2.2.1.6 Camada completamente conectada

A camada totalmente conectada é usada principalmente no final da rede para
classificação. Ao contrário do agrupamento e da convolução, é uma operação global. Ele
obtém a entrada dos estágios de extração de características e analisa globalmente a saída
de todas as camadas anteriores Yoshioka et al. (2015). Conseqüentemente, ele faz uma
combinação não linear das características selecionadas, que são usadas para a classificação
dos dados Rawat e Wang (2017).
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2.3 Arquiteturas de CNN

Nesta pesquisa foram utilizadas as arquiteturas de CNN VGG16, ResNet50 e
DroNet.

2.3.1 VGG

A arquitetura VGG foi criada com o objetivo de investigar o efeito de adicionar
profundidade a uma CNN, avaliando sua precisão quando aplicada ao reconhecimento de
imagens em grande escala Simonyan e Zisserman (2015a). Especificamente, a arquitetura
VGG16 envolve cerca de 138 milhões de parâmetros distribuídos ao longo de suas camadas.
Inicialmente, a imagem de entrada é convertida para um tamanho predefinido de 224×224,
depois é passada por uma pilha de camadas convolucionais com filtros 3×3, seguida por
cinco camadas convolucionais 2×2 que realizam um agrupamento espacial, além de três
camadas totalmente conectadas, representando cerca de 89% de todos os parâmetros do
modelo, e a camada de saída com a função softmax Gopalakrishnan et al. (2017). Uma das
principais vantagens deste modelo CNN é que ele é uma arquitetura uniforme com seus
pesos pré-treinados no banco de dados ImageNet Russakovsky et al. (2015) publicamente
disponível e tem sido aplicado em muitas outras aplicações e desafios como um extrator
de recursos eficiente.

Figura 2 – Representação em blocos da arquitetura da VGG16 Simonyan e Zisserman
(2015a).

2.3.2 ResNet

A ResNet introduziu o conceito de aprendizado residual nas CNNs e desenvolveu
uma metodologia eficiente para o treinamento de redes profundas. Com a ResNet foi
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proposto uma CNN com 152 camadas de profundidade, que venceu a competição 2015-
ILSVRC. A arquitetura do bloco residual do ResNet é mostrada na Figura 3. A ResNet,
que era 20 e 8 vezes mais profundo do que AlexNet e VGG, respectivamente, mostrou
menos complexidade computacional do que as redes propostas anteriormente Krizhevsky,
Sutskever e Hinton (2017), Simonyan e Zisserman (2015b). Foi mostrado empiricamente
que a ResNet com camadas 50/101/152 tem menos erros na tarefa de classificação de
imagens do que 34 camadas da Rede simples. Além disso, a ResNet obteve uma melhoria
de 28% no conjunto de dados para reconhecimento de imagem denominado COCO Lin et
al. (2014). O bom desempenho do ResNet em tarefas de reconhecimento e localização de
imagens mostrou que a profundidade representacional é de importância central para muitas
tarefas de reconhecimento visual. A ResNet sugeriu que as funções residuais são fáceis de
otimizar e podem ganhar precisão para aumentar consideravelmente a profundidade.

Figura 3 – Blocos residual da ResNet (HE et al., 2016).

2.3.3 DroNet

DroNet foi desenvolvida com o objetivo de conduzir de forma confiável um drone
autônomo pelas ruas de uma cidade. A DroNet é uma rede neural convolucional bifurcada
que prevê, a partir de uma única imagem 200 × 200 em escala de cinza, um ângulo de
direção e uma probabilidade de colisão. A parte compartilhada da arquitetura consiste em
um ResNet-8 com 3 blocos residuais, seguido por dropout e função de ativação não linear
ReLU. Posteriormente, a rede se ramifica em 2 camadas totalmente conectadas separadas,
uma para realizar a previsão de direção e a outra para inferir a probabilidade de colisão
Loquercio et al. (2018).
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(a) (b)

Figura 4 – Arquitetura da CNN DroNet (a) e Blocos residuais utilizados (b) Loquercio et
al. (2018)

2.4 Transferência de aprendizado

O aprendizado por transferência é uma ferramenta importante no aprendizado
de máquina para resolver o problema de dados de treinamento insuficientes. Ele tenta
transferir o conhecimento do domínio de origem para o domínio de destino, considerando
a suposição de que os dados de treinamento e os dados de teste devem ser independentes e
distribuídos de forma idêntica. Isso levará a um grande efeito positivo em muitos domínios
que são difíceis de melhorar devido à insuficiência de dados de treinamento Tan et al.
(2018).

2.4.1 Transferência de aprendizado profundo baseada em rede

A Transferência de aprendizado profundo baseada em rede refere-se à reutilização
da rede parcial que está pré-treinada no domínio de origem, incluindo sua estrutura de rede
e parâmetros de conexão, transfere-a para ser uma parte da rede neural profunda que é
usada no domínio de destino. Baseia-se no pressuposto de que “a rede neural é semelhante
ao mecanismo de processamento do cérebro humano e é um processo de abstração iterativo
e contínuo. As camadas frontais da rede podem ser tratadas como um extrator de recursos
e os recursos extraídos são versáteis”. Uma representação do mapa de características do
aprendizado de transferência profunda baseado em rede é mostrado na Figura 5 Tan et al.
(2018).

Neste trabalho foi utilizado transferência de aprendizado nas redes VGG16 e
ResNet50 pré-treinadas com a base de dados ImageNet Deng et al. (2009) e a rede DroNet
com pesos pré-treinados pelos autores.
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Figura 5 – Representação do mapa de caracteríticas de transferência de aprendizagem
profunda baseada em rede. Primeiro, a rede foi treinada no domínio de origem
com um conjunto de dados de treinamento em grande escala. Em segundo
lugar, parte da rede pré-treinada para o domínio de origem é transferida para
fazer parte de uma nova rede projetada para o domínio de destino. Finalmente,
a sub-rede transferida pode ser atualizada na estratégia de ajuste fino Tan et
al. (2018).

2.5 Medida do Índice de Similaridade Estrutural

O Índice de Similaridade Estrutural ou Structural Similarity Index Measure (SSIM)
é um método para medir a similaridade entre duas imagens e foi proposto por Wang et al.
(2004). O índice SSIM pode ser visto como uma medida de qualidade de uma das imagens
comparadas, desde que a outra imagem seja considerada de qualidade perfeita. O valor do
SSIM varia entre -1 e 1. Assume-se 1 o valor resultante quando duas imagens idênticas são
comparadas, e -1 quando duas imagens completamente diferentes são dadas como entrada.
Na aplicações práticas, resultado de SSIM igual a 0 já representa uma comparação onde
as imagens são completamente distintas.

A Figura 6 mostra o diagrama de como o SSIM é feito. Um dois sinais de entrada
é considerado como a imagem de referência. A medida de similaridade da imagem de
referência pode servir como uma medida quantitativa da qualidade da segunda imagem
de entrada. O sistema separa a tarefa de medição de similaridade em três comparações:
luminância, contraste e estrutura. Primeiro, a luminância de cada sinal é comparada.
Depois, a intensidade média do sinal é removida. Finalmente, o sinal é normalizado
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(dividido) por seu próprio desvio padrão, de modo que os dois sinais comparados tenham
o desvio padrão da unidade.

Figura 6 – Diagrama do funcionamento da medição do SSIM Wang et al. (2004).

O SSIM é definido de acordo com a Equação 2.1. Onde µx e µy são a média das
entradas x e y, σx e σy são os desvios padrão das entradas x e y, σxy é a covariância entre
os sinais de entrada x e y e C1 e C2 são constantes que estabilizam a divisão, no caso de
um denominador próximo de zero.

SSIM(x, y) = (2µxµy + C1)(2σxy + C2)
(µ2

x + µ2
y + C1)(σ2

xσ
2
y + C2)

(2.1)
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3 Trabalhos relacionados

Neste capítulo são descritos os trabalhos relacionados que utilizaram abordagens
para o problema de navegação dos deficientes visuais. Pesquisas que utilizaram Redes
Neurais Convolucionais com imagens para problemas de navegação tanto para regressão
quanto classificação e utilização de transferência de aprendizado. Além disso, são apresen-
tados trabalhos que envolvem construção de conjuntos de dados voltados para aplicações
de navegação.

3.1 Estado da arte para navegação dos deficientes visuais
Muitos estudos são realizados utilizando dispositivos vestíveis para que deficientes

visuais possam desfrutar de uma melhor qualidade de vida. Para auxiliar a navegação de
deficientes visuais durante uma caminhada foram realizados estudos como em Lesecq et al.
(2017) que propõem uma arquitetura com um conjunto de sensores (LIDAR, ultrassom e
radar UWB RF) e sensores inerciais (Acelerômetro e giroscópio) que realizam detecção
espacial para ser acoplado em uma bengala guia como dispositivo vestível considerando
baixo custo e consumo de energia. A escolha dos sensores foi baseada na capacidade do
sistema em detectar grande variedade de obstáculos em diferentes condições ambientais
e situações particulares. A arquitetura apresentada utiliza somente as informações dos
sensores como meio de navegação e não utiliza aprendizado de máquina.

É utilizado em Wang et al. (2018) uma técnica de segmentação semântica com
aprendizado profundo para detectar e classificar múltiplos obstáculos nas imagens RGB-
D capturadas a partir de um dispositivo vestível com uma câmera. As imagens foram
treinadas utilizando as arquiteturas SegNet, ENet e ERFNet. Os autores utilizam um
notebook equipado com GPU como plataforma de processamento. A solução apresentada
faz uma escala em função da distância de cada objeto a fonte detetora e informa ao usuário
essa aproximação. A abordagem apresentada requer muito poder computacional fazendo
com que uma plataforma de alto desempenho com grandes dimensões seja utilizada e
poucos objetos são identificáveis.

Em Mancini, Frontoni e Zingaretti (2018) é proposto um dispositivo vestível para
orientar deficientes visuais a realizarem caminhadas e corridas utilizando visão computaci-
onal. O dispositivo é equipado com uma câmera monocular. Técnicas de processamento
digital de imagem foram utilizadas para estabilização de imagem e detecção das regiões de
interesse. Detecção de linhas são utilizadas para orientar o deficiente visual a manter-se
dentro dos limites da região de caminhada. No erro de distância entre o usuário e a linha
detectada foi aplicado em uma lógica fuzzy para estimar a intensidade de giro que o usuário
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deve fazer para realizar uma curva. Essa abordagem cria a restrição de haver linhas no
trajeto para que funcione. O conjunto de dados utilizado não foi disponibilizado.

Os autores Cordeiro e Pedrino (2018) se propõem a detectar colisões em imagens
com informações de profundidade obtidas do sensor Kinect. Algumas técnicas de PDI
foram usadas para extrair informações de distância em colisões de objetos estáticos ou
dinâmicas. Vários modelos de classificadores foram avaliados e o MLP obteve o melhor
resultado obtendo 100% de acurácia. A abordagem foi testada em ambientes internos e com
poucos objetos para colisões embora muitos tipos de colisões tenham sido considerados.

Alguns trabalhos utilizam reconhecimento de objetos para auxiliar na navegação
de deficientes visuais como foi explorado em Ye e Qian (2018) que apresenta um método
de reconhecimento de objetos 3D como paredes, escadas, mesas etc em um dispositivo
vestível. O método utiliza sinais de um módulo de captura 3D para realizar treinamentos
em Modelo de Mistura Gaussiana (GMM). Os autores não fazem nenhuma menção a
utilização do método em ambientes externos.

Diversas abordagens para navegação foram exploradas como em Elmannai e Elleithy
(2018) que utiliza logica de controle Fuzzy para indicar desvios de obstáculos. Os autores
utilizaram imagens de ambientes internos (escritórios) e externos (parques) para detectar
somente colisões. Trabalhos que utilizam câmeras nos óculos para detectar desvios são
explorados em Jiang et al. (2019). Os autores utilizaram imagens de ambientes urbanos
que tiveram objetos marcados para ajudar a navegação. Sensores de Visão Dinâmica (DVS)
com abordagem semelhante e uso de computação em nuvem foi explorado em Everding et
al. (2016).

3.2 Estado da arte para CNN com aplicações em navegações com
imagens para regressão e classificação

Outros tipos de dispositivos vestíveis foram propostos a fim de melhorar a navegação
como é mostrado em Mattoccia e Macrı’ (2015) que é proposta uma abordagem de
dispositivo vestível utilizando um óculos 3D para auxiliar a navegação de deficientes visuais
para desviar de obstáculos. O dispositivo utiliza imagens com mapas de profundidade para
identificar as regiões de interesse e então notifica ao usuário a orientação de desvio. Foi
utilizado a arquitetura de CNN LeNet conectada com uma rede MLP para classificar. Por
limitações de tempo de classificação, foi adotada a estratégia de reconhecer e retornar
apenas o obstáculo mais próximo primeiro e evitar que tenha excesso de informações para
o usuário.

Em Loquercio et al. (2018) foi explorado uma arquitetura de CNN para navegação de
drones em ambientes externos. Foi utilizado um conjunto de dados próprio com informações
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de ângulo e colisões. A Dronet foi uma modificação da ResNet8 com modificação na última
camada completamente conectada onde é treinado uma rede de regressão, para os desvios,
e outra com classificação binária, para colisões. A partir das inferências de regressão e
classificação realiza-se uma conversão para sinais de movimento para os lados onde o Drone
faz desvios ou paradas. O conjunto de dados é utilizado apenas em ruas e sua classificação
de parada possui apenas duas classes. O conjunto de dados é disponibilizado, porém não
representa uma modelagem do problema que este trabalho visou solucionar.

Trabalhos para auxiliar a navegação de deficientes visuais em ambientes externos
também são explorados como em Breve e Fischer (2020) que utiliza algumas arquiteturas
de CNN para realizar treinamentos e avaliar os modelos para classificar diversos tipos
de pisos. O conjunto de dados utilizado é composto por imagens de pisos com diferentes
características. O classificador treinado foi binário (piso livre e piso com obstrução). Além
disso, foi utilizada uma abordagem de transferência de aprendizado para melhorar a taxa de
acurácia do modelo. Na pesquisa os autores não exploraram uma abordagem multiclasses.

3.3 Estado da arte para transferência de aprendizado

Muitas pesquisas foram realizadas avaliando CNN com transferência de aprendizado.
Parte desses trabalhos foram explorados o uso de modelos pré-treinados em conjunto
de dados com poucas amostras para melhorar a generalização dos modelos como foi
investigado em Schilling et al. (2017) que utiliza modelo pré-treinado com VGG16 para
classificação de terrenos para robôs autônomos e em Ahn et al. (2019) que utiliza CNN
com transferência de aprendizado para criar um extrator de atributos que transforma o
conjunto de características da rede pré-treinada com ImageNet para uma representação
no domínio de imagens médicas.

Para auxiliar a navegação de deficientes na identificação de caminhos foi utilizado
em Saleh et al. (2017) uma Rede Totalmente Convolucional baseada na arquitetura da
VGG16. É utilizado uma abordagem de segmentação semântica em diferentes tipos de
ambientes para localizar a área para caminhos disponíveis para navegação. Eles adicionaram
camadas na VGG16 pré-treinadas específicas para segmentação. Os autores não mencionam
como a detecção do caminho pode ser traduzida para orientar o deficiente visual durante
uma caminhada.

Em Monteiro et al. (2017) os autores utilizaram uma abordagem para reconheci-
mento de atividades do cão guia como maneira de auxiliar o deficiente visual. São utilizadas
CNN para avaliar os modelos de classificação dessa atividades. Foram explorados pesos
pré-treinados da ImageNet nas redes AlexNet, GoogleLeNet e combinação delas.
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3.4 Estado da arte para conjuntos de dados de navegação

Em Park et al. (2020) os autores propõem um conjunto de dados composto por
imagens que auxiliam pessoas com deficiência a navegar por calçadas. Foi avaliada a
detecção de objetos, segmentação semântica e visão estéreo. O dataset foi coletado a
partir da perspectiva de cadeirantes. Foram utilizados um smartphone e uma câmera ZED
para coletar as imagens. Redes de diferentes propósitos foram utilizadas como YOLO,
RetinaNet e Faster R-CNN para detecção de objetos e segmentação semântica e PSMNet
para visão estéreo. O dataset apresentado é apenas para detecção de objetos e não foi
mencionado como isso ajuda a navegação do deficiente.

Em Ahmed e Yeasin (2017) os autores utilizam as redes VGG16, ResNet e GoogleNet
em um dataset de calçadas para classificação em uma Raspberry Pi 3 avaliando parâmetros
como consumo de energia e quantidade mínima de parâmetros para a rede continuar
mantendo a acurácia em sua forma original. Foram definidas 5 classes em que cada classe
contém características de construção, multidões, buracos em calçadas, pessoas em bicicletas
e pessoas com animais de estimação.

Em Weiss et al. (2019) os autores propõem um sistema de navegação que utiliza
aprendizado por reforço profundo que utiliza imagens de calçadas para guiar deficientes
visuais. O conjunto de dados foi construído utilizando imagens capturadas em 360º. A
câmera utilizada foi a Vuze+. Os dados foram rotulados em função do nome das ruas e
número das casas. O método proposto utiliza um sistema de recompensa em função das
ações realizadas pelo pedestre. O sistema produz uma saída em 5 categorias com desvios
leves para a esquerda e direita, desvios fechados para a esquerda e direita e para frente. O
estudo apresenta a limitação de oferecer apenas desvios para a esquerda e direta como
graus liberdade de movimento durante a navegação.

Em Watanabe et al. (2021) foi proposto um sistema de navegação para pessoas
que possuem deficiência motora e utilizam cadeira de rodas como meio de navegação. O
método consistiu em utilizar um acelerômetro fixado na cadeira de rodas e um smartphone
coletando as imagens das superfícies do chão a sua frente. As imagens foram utilizadas
como guia para rotular os sinais de aceleração em 4 classes. Foi utilizado CNN como
extrator de características desses sinais e utilizados como entrada para os classificadores
MLP e SVM. Os autores apresentam uma abordagem com uma ideia semelhante com
este trabalho, porém utilizam apenas o sinal de aceleração. Além disso, a informação de
navegação fornecida diz respeito a identificação da superfície da navegação e não fornece
informações para tomadas de decisão relacionadas diretamente a navegação.

Em Flores e Manduchi (2018) os autores propõem um conjunto de dados contendo
informações inerciais de caminhadas de pessoas que possuem deficiência visual com
diferentes modos de navegação dentro de ambientes internos. Foram acoplados dois sensores,
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um em cada pé do participante, que monitoram as acelerações dos passos. Além de criar o
conjunto de dados o trabalho buscou mostrar as variações de navegação entre diferentes
maneiras de caminhadas como navegação com bengala e cão guia e como essas maneiras
influenciam na velocidade e desvios. O conjunto de dados não foi avaliado em algoritmos
de classificação e não foi apresentado nenhum modelo sobre como esses dados podem ser
utilizados para auxiliar na navegação dos deficientes.

3.5 Considerações
A maioria dos trabalhos exploram uso de sensores de distância, segmentação de

caminhos e reconhecimento de objetos. Diferente das pesquisas apresentadas, este trabalho
explora o conjunto de dados em uma solução com mais graus de liberdade para navegação
que inclui desvios e paradas utilizando modelos de classificação. É importante destacar que
a maioria dos conjuntos de dados não foram disponibilizados pelos autores dos trabalhos
apresentados ou se foram o conjunto de dados não consegue representar a tarefa que foi
apresentada como solução para o problema de orientação dos deficientes visuais.
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4 Metodologia

Neste capítulo estão descritos as técnicas e experimentos utilizados no desenvolvi-
mento desta pesquisa. Inicialmente será apresentado a descrição do conjunto de dados.
Em seguida, são apresentadas as particularidades dos conjuntos de dados de calçada e
corredores. Posteriormente, é apresentado o método de extração das imagens similares
por classe e entre classes no conjunto de dados. Por fim, o processo de classificação e as
métricas de avaliação serão descritos.

4.1 Conjunto de dados

4.1.1 Método de captura das imagens

O Conjunto de Dados para navegação com desvios de obstáculos é uma das
contribuições deste trabalho. Todas as imagens possuem resolução de 2160x3840 pixels.
As imagens foram capturadas a partir da câmera de um smartphone acoplado em um
cinto de 4 pontos fixado na tórax do pedestre com gravação de vídeo em 30 quadros por
segundo. Uma representação de como o smartphone estava preso no cinto de quatro pontos
é mostrado na Figura 7. As imagens possuem a perspectiva de visão do que está a frente
de quem caminha e foram rotuladas em função das decisões durante a caminhada. As
decisões são baseadas em desvios de obstáculos e intenções de parada. Além disso, o modo
de caminhar foi realizado com características de caminhadas lentas para que fosse parecido
com o modo de caminhar do grupo que foi embasado o problema deste trabalho.

O conjunto de dados foi dividido em dois grupos. Um para ambientes externos,
contendo imagens de calçadas, e outro para ambientes internos, contendo imagens de
corredores. Os ambientes externos possuiam iluminação natural e os internos possuiam
a iluminação artificial das construções. Todas as imagens foram capturadas durante o
período diurno. Ambos os ambientes possuiam fluxo dinâmico de pessoas e objetos estáticos
no trajeto. Após a aquisição, é aplicado redimensionamento em todas as imagens para as
dimensões de entrada das respectivas CNN’s utilizadas neste trabalho.

4.1.2 Rotulação das imagens

Após a aquisição das imagens foram criados os conjuntos de imagens de calçadas
e corredores. Eles foram rotulados em função das intensidades das velocidades frontais
e laterais. As estimativas das velocidades foram realizadas a partir de estudo prévio da
variação dessa grandeza durante caminhadas com a utilização de uma Unidade de Medida
Inercial (UMI) do sensor MPU6050. A Fig. 8 mostra a representação dessas velocidades
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Figura 7 – Representação da maneira como o dispositivo de captura foi acoplado ao corpo.
Um Smartphone foi preso a um cinto de quatro pontos que foi vestido no corpo
do pedestre.

durante a caminhada. O eixo x representa as velocidades frontais e o eixo y representa
as velocidades laterais. Existem outros movimentos relacionados a caminhada, mas neste
tabalho foram utilizados somente as velocidades dos eixos x e y.

O processo de rotulação deu-se de modo automático. Cada imagem possui um
rótulo de velocidade lateral e um rótulo de velocidade frontal. A velocidade foi utilizada em
ms. Na sequência de captura, os quadros foram extraídos e as amostras selecionadas com
espaçamento de 3 quadros entre elas para compor o cojunto. Para cada subconjunto da
sequência de amostras que representava um determinado tipo de movimento foi realizado
a rotulação automática a partir de parâmetros de entrada que representavam o movimento
indicado no subconjunto selecionado. Esse procedimento foi utilizado em todas as sequências
capturadas.

A partir da rotulagem, as velocidades foram discretizadas entre 0 e 1 em cada
conjunto de dados. Os subconjuntos foram categorizados em 5 classes. A definição de cada
classe deu-se em função da divisão das velocidades discretizadas em 5 partes iguais de
modo que cada classe representasse um determinado tipo de movimento. A quantidade
de classes pode ser aumentada ou reduzida em função da graduação do movimento que
se deseja alcançar, ou seja, mais classes significa movimentos com maior precisão, menos
classes, menor precisão. Para o problema estudado nesta pesquisa, uma graduação de
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escala de 5 classes foi utilizada para representar os movimentos. O problema de navegação
do deficiente visual com a utilização de muitas classes pode desviar muito a capacidade de
atenção durante a caminhada e afetar os demais sentidos.

Figura 8 – Representação tridimensional de caminhada com as acelerações e ângulos de
Euler correspondentes.

4.1.3 Pós-processamento do conjunto de dados

A rotulação automática pode ocasionar erros durante seu processo, pincipalmente
nas regiões onde existem mudanças de velocidades. Para minimizar esses erros foram
propostos métodos de remoção das amostras por similaridade. Foi aplicado o método de
remoção por classes. Na remoção por classe, as amostras que pertenciam a mesma classe
foram comparadas entre si com a finalidade de remover amostras redundantes.

Com o conjunto de dados resultante da remoção por classe foram realizados
treinamentos com as CNNs. A partir desses treinamentos foram obtidos as matrizes de
confusão e nelas foi aplicado o SSIM nas colunas dos falsos positivos com os verdadeiros
positivos com isso foi obtido um limiar que foi utilizado para realizar a remoção entre classes
na sequência temporal. Após a realização desse último passo, foi obtido o conjunto de
dados final com a minimização dos erros de rotulação originados pela rotução automática.

O conjunto inicial C1 sofreu uma redução na quantidade de amostras, pois foi
balanceado em função da classe que possuia menor quantidade de amostras. Após a
execução de cada método de remoção por similaridade o conjunto de dados foi reduzido
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ainda mais. A remoção de amostras por classes foi aplicado no conjunto C1 e gerou um
conjunto C2, onde C1 < C2. A remoção de amostras entre classes foi aplicada no conjunto
C2 e foi gerado um conjunto C3, onde C2 < C3.

4.1.4 Conjunto das velocidades laterais

O subconjunto das velocidades laterais foram categorizados de modo que houvesse
uma referência com variações de desvios para a esquerda e para a direita durante a
caminhada. A Tabela 1 mostra a categorização deste conjunto e a quantidade de amostras
por classe que foram utilizadas em cada conjunto. Para o conjunto das Calçadas foi obtido
um total 8150 amostras divididas igualmente para cada classe, resultando em 1630 amostras
por classe. Para o conjunto dos corredores o total de amostras foi de 1810 amostras com
362 amostras por classe. Este conjunto possui uma classe que representa um movimento
de referência central. A classe sem desvio (Classe 2) foi a escolhida como referência. As
demais classes determinam a intensidade de desvio a partir da classe de referência. Os
desvios para a esquerda foram representados como classes 0 e 1, onde a classe 0 representa
uma intensidade maior de desvio quando comparado a classe de referência e a classe 1,
representa uma intensidade de desvio menor do que a classe 0 e maior do que a classe de
referência. Os desvios para a direita foram representados pelas classes 3 e 4 com a mesma
ideia de intensidade utilizada nos desvios para a esquerda, mas com sentido oposto. A
Figura 9 apresenta de amostras para cada classe categorizada.

Tabela 1 – Descrição das classes de 0 a 4 no Conjunto das velocidades laterais e a quanti-
dade de amostras por classe para os conjuntos de calçadas e corredores.

Classe Descrição Quantidade de amostras
Calçadas Corredores

0 Desvie muito para a esquerda 1630 362
1 Desvie pouco para a esquerda 1630 362
2 Sem desvio 1630 362
3 Desvio pouco para a direita 1630 362
4 Desvie muito para a direita 1630 362

O subconjunto das velocidades laterais foi estendido utilizando o método de es-
pelhamento das imagens. O objetivo do conjunto estendido é aumentar a quantidade de
imagens nas classes que possuem as menores quantidades de imagens no conjunto. As
classes que possuem mais deficiência de quantidade são as classes 0 e 4. Como representam
desvios com maior intensidade eles acontecem com menor frequência uma vez que na maior
parte do trajeto houve pouco fluxo de pessoas e obstáculos.

O método escolhido para estender o conjunto de imagens foi o espelhamento
horizontal. Após esse processamento o rótulo da imagem foi invertido, dado que após o
espelhamento a imagem torna-se da classe oposta a qual foi espelhada, devido a relação
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(a) Desvie muito para a es-
querda.

(b) Desvie pouco para a es-
querda.

(c) Sem desvio

(d) Desvie pouco para a di-
reita.

(e) Desvie muito para a di-
reita.

Figura 9 – Exemplo de amostras do conjunto das calçadas para velocidades laterais por
classe.

de simetria entre as classes. Com isso cada classe deste conjunto foi composta por 1630
imagens de calçadas e 362 imagens de corredores. A Figura 11 mostra uma exemplo da
aplicação do espelhamento com uma amostra da Classe 4.

4.1.5 Conjunto das velocidades frontais

O subconjunto das velocidades frontais permite descrever os movimentos de modo
a inferir variações entre paradas e acelerações da caminhada. O movimento varia desde
pare (Classe 0) até acelere (Classe 4). Diferente da velocidade lateral, este conjunto não
possui um movimento de referência. Além disso, o conjunto das velocidades frontais não
possuem uma relação de simetria, logo o método do espelhamento não foi aplicado como
maneira de ampliar a quantidade de amostras. A Tabela 2 mostra a categorização deste
subconjunto e a quantidade de amostras por classe que foram utilizadas em cada conjunto.
Para o conjunto das Calçadas foi obtido um total de 20115 amostras com 4023 amostras
por classe. Para o conjunto dos Corredores foi obtido um total de 7070 amostras com 1414
amostras por classe. A Figura 8 mostra a orientação dessa velocidade representada pelo
eixo x. A Figura 12 contém amostras de imagens para cada classe neste conjunto.
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(a) Desvie muito para a es-
querda.

(b) Desvie pouco para a es-
querda.

(c) Sem desvio

(d) Desvie pouco para a di-
reita.

(e) Desvie muito para a es-
querda.

Figura 10 – Exemplo de amostras do conjunto de corredores para velocidades laterais por
classe.

(a) Amostra classe 4. (b) Amostra espelhada da
classe 4.

Figura 11 – Amostra de imagem da Figura 11a com seu respectivo espelhamento para a
Classe 0 Figura 11b)

4.2 Método de remoção de imagens por similaridade

Após a construção dos conjunto de dados e rotulação das amostras, foi aplicado o
método SSIM para remoção de amostras por similaridade. Esse método foi aplicado em 3
momentos. No primeiro momento foi aplicado a remoção de similaridade por classe e foi
obtido um novo conjunto de dados. Em um segundo momento, o modelo treinado com esse
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Tabela 2 – Descrição das classes de velocidades frontais e quantidade de amostras por
classe para o conjunto das calçadas e corredores.

Classe Descrição
Quantidade de amostras
Calçadas Corredores

0 Pare 4023 1414
1 Reduza muito a velocidade 4023 1414
2 Reduza pouco a velocidade 4023 1414
3 Mantenha a velocidade 4023 1414
4 Acelere 4023 1414

(a) Pare. (b) Reduza muito a veloci-
dade.

(c) Reduza pouco a veloci-
dade.

(d) Mantenha a velocidade. (e) Acelere

Figura 12 – Exemplo de amostras do conjunto de calçadas para velocidades frontais por
classe.

novo conjunto foi utilizado para obter a matriz de confusão onde o método de similaridade
foi aplicado novamente utilizando uma abordagem entre classes, com isso foi obtido um
limiar que foi utilizado na remoção por similaridade na linha temporal. Após a execução
de todas essas etapas, um conjunto de dados mais equilibrado foi obtido. A Figura 14
mostra um fluxograma das etapas realizadas para a construção do conjunto de dados final.
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(a) Pare. (b) Reduza muito a veloci-
dade.

(c) Reduza pouco a veloci-
dade.

(d) Mantenha a velocidade. (e) Acelere

Figura 13 – Exemplo de amostras do conjunto de corredores para velocidades frontais por
classe.

Figura 14 – Fluxograma com as etapas do processo de construção do conjunto de dados
com destaque em verde para os momentos de aplicação dos métodos de
similaridade.

4.2.1 Similaridade por classe

Para eliminar as imagens redundantes do conjunto de dados foi aplicado um método
de remoção de imagens similares dentro das classes. O método consiste em iterar sobre
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grupos de amostras das classes, aplicar o algoritmo de SSIM, remover as amostras que
são mais similares e criar um novo conjunto de dados C2 a partir das amostras que não
foram removidas. A Figura 15 mostra um fluxograma de como essa remoção é realizada. A
entrada do algoritmo é o tamanho do grupo que será analisado e quantas amostras serão
removidas no critério de similaridade. O método permite escolher a quantidade de grupos
que serão iterados por vez e a quantidade de amostras serão removidas. Os círculos em
vermelho representam as amostras que foram removidas no processo por alcançarem os
maiores índices de similaridade.

Todas as imagens do grupo são comparadas entre si a partir da combinatória sem
repetição e é gerado um conjunto de pares de amostras. Em cada par de amostras o método
de SSIM é aplicado e é gerado um resultado de similaridade entre essas amostras. Após
a aplicação de SSIM em todos os pares os resultados de similaridade são comparados e
é retornado um conjunto com os pares cujos índices de similaridade foram os menores
desse grupo. Para cada par de amostras cujo índice de similaridade está entre os maiores,
uma amostra é escolhida aleatoriamente para compor o conjunto das amostras que serão
descartadas. Caso uma amostra da comparação dos pares já tenha sido descartada a
imagem que restou será excluída.

Nos conjuntos utilizados neste trabalho foram realizados testes nos conjuntos
resultantes após a aplicação do método com diferentes entradas. Para a velocidade x, tanto
no conjunto das calçadas quanto no conjunto dos corredores, foi utilizada a regra de 1
remoção para grupos de 4 amostras.

4.2.2 Similaridade entre classes na matriz de confusão

A partir da observação de estudos preliminares de classificação com modelos
treinados com o conjunto de dado C2, algumas amostras de uma classe confundem-se
como amostras de classes vizinhas. Para minimizar esse efeito, o método de similaridade
entre classes a partir da matriz de confusão foi utilizado. O método consiste em aplicar o
SSIM nas amostras classificadas incorretamente com a respectiva classe correta na classe
de entrada. Desse modo, tem-se uma relação de similaridade das amostras com a classe
para as quais foram classificadas incorretamente. Esse procedimento permite inferir, em
média, qual o índice de similaridade das amostras que está havendo dentro das predições
incorretas. A Figura 17 mostra um diagrama dessa operação. As amostras incorretas,
representadas com círculos vermelhos, foram classificações da classe 2 que não pertencem
a esta classe.

Após o fim da execução do método de similaridade na matriz de confusão apenas os
pontos da matriz de confusão que obtiveram resultados de similaridade, ou seja, houveram
classificações incorretas, são considerados na etapa analítica. Esses resultados são plotados
em boxplots para análise do índice de similaridade existente dentro do conjunto de dados.
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Figura 15 – Representação do fluxo de aplicação do método de remoção de imagens
similares dentro da própria classe em 3 grupos de exemplo com tamanhos
diferentes em uma iteração do método utilizado.

Figura 16 – Boxplot com os resultados de similaridade entre classes na matriz de confusão.
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O boxsplot com resultados de similaridade entre classes é apresentado na Figura 16. Foi
considerado a média das medianas como limiar para ser utilizado na etapa de busca
e remoção por similaridade na linha temporal. A mediana é é representada pela linha
amarela nos boxsplots. Nesta etapa não é realizada nenhuma remoção de amostras, apenas
a descoberta do limiar a ser utilizado na remoção das amostras na sequência temporal.

Figura 17 – Representação da aplicação do método de remoção de imagens similares entre
classes na matriz de confusão com exemplo de execução na classe 2.

4.2.3 Similaridade entre classes na sequência temporal

Para melhorar mais a qualidade do conjunto de dados foi proposto um método
para remoção de similaridade entre classes na sequência temporal de aquisição de imagens.
O método de remoção de similaridade foi introduzido na etapa onde os frames estão
distribuídos na sequência temporal. Uma amostra central foi escolhida como pivô e nas
5 amostras anteriores e posteriores a essa amostra foi aplicado o método de SSIM. Esse
procedimento é realizado em todo a extensão do conjunto de dados. As amostras que
atingirem o limiar definido na etapa anterior são removidas do conjunto de dados pois
pertencem ao conjunto das amostras que podem ser confundidas por estarem próximas as
regiões de transição aplicadas pelo método de rotulação utilizado. A região de limiar para
remoção por similaridade entre classes na linha temporal foi definida como a média das
medianas das similaridades entre classes da matriz de confusão do modelo que alcançou a
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Figura 18 – Representação do método de remoção de imagens similares na linha temporal
de captura do conjunto de dados. As amostras estão sequenciadas no tempo e
a amostra 6 foi a pivô. Dentro do intervalo da janela escolhida para aplicação
do SSIM, a amostra 5 e 6 obtiveram similaridade maior do que o limiar e a
amostra 5 foi descartada do conjunto de dados.

melhor acurácia média no conjunto de testes. Uma região de transição é definida como
a região do conjunto de dados onde há passagem de uma classe para outra dentro da
sequência temporal de captura.

A Figura 18 ilustra uma região de transição e a aplicação do método de remoção
por similaridade. A amostra 6 é a amostra pivô e pertence a classe 2. As 5 amostras
anteriores pertencem a classe 0 e as 5 posteriores pertencem a classe 2. Com o método
proposto a amostra 6 terá um grande índice de similaridade com a amostra 5, logo a
amostra 5 será removida do conjunto.

4.3 CNNs utilizadas no treinamento e avaliação dos conjuntos de
dados

As CNNs utilizadas para treinamento e avaliação do conjunto de dados foram
VGG16, ResNet50, SqueezeNet e Dronet. A VGG16 e ResNet50 são redes bastante
conhecidas e exploradas na literatura em problemas multiclasses e por isso foram escolhidas
para serem utilizadas neste trabalho. A Dronet foi utilizada por ser um rede que foi aplicada
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em problemas de navegação em ruas e possui semelhanças com o problema de navegação
estudado neste trabalho. Além disso, a Dronet possui tamanhos de modelos de treinamento
pequenos sendo um forte candidato de modelo a ser embarcado em um computador vestível
devido a baixa quantidade de processamento para ser executado e consequentemente
consumo menor de energia.

Todas as CNNs foram treinadas utilizando otimização Adam com taxa de aprendi-
zado 10−4, taxa de decaimento exponencial e com tamanho de lote 64. Os conjuntos de
dados foram divididos em 70% das amostras utilizadas para treino, 15% para validação
e 15% utilizadas para teste. Todas as amostras foram normalizadas utilizando min-max
normalization. Todos os treinamentos foram realizados com instâncias g4dn da Amazon
Web Service (AWS) e foi utilizado Keras (CHOLLET et al., 2015) como framework para
uso das CNNs.

4.3.1 Transferência de aprendizado

Todos os conjunto de dados foram treinados utilizando transferência de aprendizado.
Foram utilizados os pesos pré-treinados da ImageNet (DENG et al., 2009) nas redes
VGG16 e ResNet50 e para a Dronet foram utilizados os pesos pré-treinados dos próprios
autores (LOQUERCIO et al., 2018). Na transferência de aprendizado os pesos das camadas
convolucionais foram congelados durante 20 épocas para as redes VGG16 e ResNet50 e
em seguida foram descongelados por 80 épocas. Na Dronet foram realizados 60 épocas
com os pesos congelados e 240 épocas com os pessos descongelados.

Figura 19 – Erro médio quadrático pelo número de épocas para o treinamento da Dronet.
Até a época 60 os pesos foram congelados e e as demais épocas até a época
300 os pesos foram descongelados.

Para as CNNs utilizadas, o congelamento dos pesos se deu até que o RMSE
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alcançasse em torno de 20% do total de épocas considerando a época em que foi alcançada
a estabilização. Como pode-se observar nas Figuras 19 e 20 a estabilização da Dronet
ocorreu na época 300 e na ResNet50 e VGG16 com 20 épocas.

Figura 20 – Erro médio quadrático pelo número de épocas para o treinamento da ResNet50.
Até a época 20 os pesos foram congelados e e as demais épocas até a época
100 os pesos foram descongelados.

4.3.2 Métricas de avaliação

Para avaliar o desempenho do classificador no problema apresentado foram utili-
zadas duas métricas. Acurácia e F1. A métrica F1 representa uma média hamônica da
sensibilidade e especificidade. Todas essas medidas foram obtidas a partir da matriz de
confusão. Para cada combinação de conjunto de dados e CNN foram feitas 10 realizações
com conjuntos de dados feitos com distribuições aleatórias para treino, validação e teste.
As medidas representam uma média dessas execuções.
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5 Resultados

Este capítulo descreve os resultados alcançados nos treinamentos dos conjuntos
de dados de velocidades frontais e laterais nos conjuntos de calçadas e corredores. Na
Seção 5.1, são apresentados os resultados nos conjuntos finais de velocidades frontais e
laterais com transferência de aprendizado. Na Seção 5.2 são apresentados os resultados de
aprimoramento no conjunto de dados de corredores para velocidades frontais. Finalmente,
na Seção 5.3 são apresentadas reflexões sobre o uso desses modelos em um sistema
embarcado.

5.1 Avaliação da metodologia proposta

A partir do estudo inicial constata-se que a aplicação da técnica de aumento
de dados combinada com a transferência de aprendizado melhora significativamente os
resultados com as métricas utilizadas. Sendo assim, esse método foi aplicado em todos os
experimentos apresentados nesta seção.

5.1.1 Velocidades frontais

Os resultados da Tabela 3 foram obtidos a partir da média de 10 realizações nas
CNNs VGG16, ResNet50 e Dronet e constata-se que a VGG16 alcançou uma média de
93,10% de acurácia no conjunto de dados de calçadas. Além disso, possui o menor desvio
padrão entre as redes avaliadas. Para o conjunto de dados dos corredores as redes VGG16
e ResNet50 tiveram resultados semelhantes com acurácia média maior que 94% com
vantagem de 0,39% na acurácia para a ResNet50. A Dronet obteve os piores resultados
em ambos os conjuntos de dados. No conjunto de dados de calçada Dronet alcançou maior
diferença quando comparado a rede que obteve os melhores resultados de acurácia no
conjunto de dados de corredores.

Para avaliar o desempenho das redes foram destacados as acurácias por classe
dos modelos que alcançaram a melhor acurácia dentre as realizações executadas em cada
conjunto. Esses resultados são apresentados na Tabela 4. A classe "Acelere"alcançou os
melhores resultados em ambos os conjuntos de dados. A Classe "Acelere"por ser uma classe
que possui um padrão bem definido, ou seja, as imagens sempre representam caminhos
sem obstáculos, possui melhores resultados. Para o conjunto das calçadas as redes VGG16
e Dronet obtiveram padrões semelhantes em termos de acurácia nas classes. Para essas
duas redes a classe "Reduza muito a velocidade"alcançou o pior resultado. Esse padrão não
se repetiu na rede ResNet50 diferindo nas classes "Reduza pouco a velocidade"e "Reduza



56 Capítulo 5. Resultados

Tabela 3 – Métricas de avaliação das velocidades frontais para calçadas e corredores.

Conjunto de dados calçadas
CNN Acurácia (%) F1

VGG16 93,10±00,45 93,10±00,43
ResNet50 93,25±01,26 93,25±01,27
Dronet 89,46±00,57 89,46±00,58

Conjunto de dados corredores
VGG16 94,33±00,88 94,33±00,88
ResNet50 94,72±00,67 94,72±00,66
Dronet 93,77±00,73 93,76±00,73

muito a velocidade". A acurácia reduzida nessas duas classes ocorre devido a similaridade
existente nas transições entre classes.

Para o conjunto dos corredores a classe "Reduza pouco a velocidade"atingiu os piores
resultados em todas as redes avaliadas. Por ser uma classe que representa o movimento
médio é mais difícil haver um padrão a ser detectado o que justifica a baixa acurácia
nessa classe. No conjunto de dados de corredores as classes extremas, ou seja, "Pare"e
"Acelere", alcançaram resultados melhores do que no conjunto das calçadas. Além disso, os
piores resultados do conjunto dos corredores também atingiu melhores resultados do que o
conjunto das calçadas. Esse resultado sugere que o conjunto das calçadas é um problema
mais difícil para classificar do que o conjunto dos corredores.

Tabela 4 – Resultados de acurácia por classe para o conjunto das velocidades frontais.

Classe
Acurácia (%)

Calçadas
VGG16 ResNet50 Dronet

Pare 93,92±01,40 94,44±01,11 88,55±01,44
Reduza muito velocidade 87,93±01,49 88,08±00,98 84,02±02,46
Reduza pouco a velocidade 90,30±01,39 89,92±05,01 85,70±01,51

Manter velocidade 95,57±01,30 95,54±01,38 92,19±01,20
Acelere 97,79±00,54 98,26±00,35 96,85±00,58

- Corredores
Pare 94,58±00,89 93,73±00,84 94,35±01,00

Reduza muito velocidade 93,54±03,14 95,66±01,29 93,54±01,99
Reduza pouco a velocidade 91,42±01,75 91,38±01,81 89,67±02,20

Manter velocidade 92,92±02,47 93,20±01,94 92,79±02,82
Acelere 99,20±00,86 99,62±00,28 98,49±00,75
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Foi extraída a matriz de confusão média das 10 realizações executadas com o
modelo de CNN que alcançou o melhor resultado. Para o conjunto das calçadas a matriz de
confusão média da VGG16 é mostrada na Tabela 5. Observa-se que a maior concentração
de predições erradas ocorre nas regiões de vizinhança devido a aproximação temporal
que essas regiões apresentam durante a fase de coleta das imagens. Além disso, há uma
tendência de redução de erro na medida que ocorre distânciamento da classe correta. Para
o conjunto dos corredores a matriz de confusão média é mostrada na Tabela 6. Existe o
mesmo padrão de erros na vizinhaça observado no conjunto das calçadas, assim como a
redução do erro a partir do distânciamento da classe correta.

Tabela 5 – Matriz de confusão média da VGG16 para velocidades frontais no conjunto
das calçadas.

Classe Saída (Quantidade de amostras)
0 1 2 3 4

E
nt

ra
da

0 567,10±08,38 029,90±08,16 004,60±02,61 001,70±02,10 000,50±00,50
1 027,80±04,85 530,40±09,09 039,50±07,83 004,10±02,84 001,40±01,68
2 001,80±01,40 036,20±05,17 545,10±08,52 018,30±05,00 002,20±01,77
3 000,80±01,24 003,80±02,71 014,20±04,16 577,20±07,78 007,90±03,23
4 000,60±00,80 002,30±01,67 001,70±01,10 008,70±03,28 590,20±03,18

As taxas de acurácia melhores no conjunto dos corredores do que no conjunto das
calçadas ocorre porque a diversidade de padrões que compõe as imagens de calçada é
maior do que no conjunto dos corredores, devido essa condição as CNN tem dificuldade
em acertar uma classificação.

Tabela 6 – Matriz de confusão média da ResNet50 para velocidades frontais no conjunto
dos corredores.

Classe Saída (Quantidade de amostras)
0 1 2 3 4

E
nt

ra
da

0 199,00±01,89 013,00±02,04 000,10±00,30 000,00±00,00 000,20±00,40
1 004,40±02,33 202,90±02,73 004,70±02,14 000,00±00,00 000,10±00,30
2 000,00±00,00 003,40±02,24 194,00±03,82 014,90±02,98 000,00±00,00
3 000,00±00,00 000,10±00,30 013,00±03,79 197,60±04,12 001,30±00,90
4 000,00±00,00 000,10±00,30 000,00±00,00 000,70±00,64 211,50±00,80

Destacando a classe que alcançou a pior acurácia média em ambos os conjuntos,
Temos "Reduza muito a velocidade"com VGG16 para o conjunto das calçadas e "Reduza
pouco a velocidade"para o conjunto dos corredores com a ResNet50. Esse dado é mostrado
na Tabela 7. Podemos observar que não existe erro nas classes extremas no conjunto dos
corredores, já no conjunto das calçadas os erros são distribuídos ao longo das demais
classes. Os erros nas classes vizinhas representam 11,14% para o conjunto das calçadas
enquanto para o conjunto dos corredores essa taxa é de 8,61%, que é 2,53% menor.
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Tabela 7 – Matriz de confusão média da VGG16 e ResNet50 para velocidades frontais
em taxas proporcionais para a classe Reduza muito a velocidade.

Classe Saída
0 1 2 3 4

E
nt

ra
da

Calçadas VGG16 (%)
1 04,60±00,80 87,93±01,50 06,54±01,30 00,68±00,47 00,23±00,27

Corredores ResNet50 (%)
2 00,00±00,00 01,60±01,05 91,38±01,80 07,01±01,40 00,00±00,00

Observa-se na Tabela 5 que existem erros extremos, ou seja, amostras da classe 0
(Pare) sendo classificadas como classe 4 (Acelere). A Figura 21a foi uma amostra classificada
errôneamente como classe 4. A Figura 21a possui padrões semelhantes a uma amostra da
classe 4 como é mostrado na Figura 21b. A Figura 21a foi rotulada como Pare (classe 0)
devido a uma possíveis colisões marcadas com retângulos vermelhos. Esse mesmo efeito foi
observado no conjunto dos corredores.

(a) Amostra da classe "Pare"(Classe 0) (b) Amostra da classe "Acelere"(Classe 4)

Figura 21 – Exemplos de amostra do conjunto das calçadas. 21a é uma amostra que foi
classificada como classe "Acelere"(Classe 4) e 21b é uma amostra que pertence
a classe "Acelere".

5.1.2 Velocidades laterais

As métricas de acurácia e F1 foram extraídas a partir da matriz de confusão
dos conjuntos de calçadas e corredores para as velocidades laterais. Foram aplicados 10
realizações de treinamento em cada CNN. Esses resultados são apresentados na Tabela
8 e representam a média dessas realizações. A VGG16 alcançou os melhores resultados
de acurácia em ambas os conjuntos de dados. Para o conjunto das calçadas foi alcançado
resultado médio de 90,66% de acurácia. As demais redes obtiveram resultados pelo menos
3% menores de acurácia média. Para o conjunto dos corredores as redes VGG16 e ResNet50
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Tabela 8 – Métricas das velocidades laterais para os conjuntos de calçadas e corredores.

Conjunto de dados calçadas
CNN Acurácia (%) F1

VGG16 90,66±00,96 90,65±00,98
ResNet50 87,13±07,51 87,08±07,61
Dronet 83,94±00,89 83,93±00,89

Conjunto de dados corredores
VGG16 95,58±02,12 95,59±02,12
ResNet50 95,22±01,75 95,22±01,75
Dronet 89,85±01,68 89,85±01,67

alcançaram resultados próximos com uma vantagem de 0,36% para a VGG16. Em ambos
os conjuntos a Dronet obteve os piores resultados com as métricas avaliadas. Entretanto,
a Dronet alcançou os menores desvios padrão o que significa que foi a rede mais estável
entre as avaliadas. Novamente, o conjunto dos corredores obteve melhores resultados, isso
mostra que possui padrões mais fáceis de serem detectados pelas redes utilizadas.

As acurácias por classe foram extraídas de ambos os conjuntos e de todas as redes
para avaliar os desempenhos. A Tabela 8 mostra esses resultados. Para o conjunto das
calçadas a rede VGG16 foi a mais estável considerando as acurácias médias de todas as
classes com uma diferença de 2,17% entre a menor acurácia que foi obtida na classe Desvie
pouco para a esquerda e a maior que foi obtida pela classe Sem desvio. Em seguida, a
ResNet50 com diferença de 5,42% e a Dronet com 6,06%. Todas as redes obtiveram os
melhores resultados na classe Sem desvio. A ResNet50 obteve os maiores desvios padrão
quando comparados as demais redes.

Para o conjunto dos corredores as classes mais distantes da Sem desvio alcançaram
as melhores acurácias média em todas as redes avaliadas. A ResNet50 obteve o maior
equilíbrio de acurácia média com uma diferença de 2,77%. As demais redes alcançaram
3,59% e 6% respectivamente. Todas as redes possuiram confusão para classificar as classes
Sem desvio e Desvie pouco para a direita. Essas duas classes representam as menores taxas
de acerto em todos os classificadores.

A Tabela 10 apresenta a matrix de confusão média para o conjunto das calçadas
extraída da VGG16. Observa-se que a maior taxa de erros ocorre nas classes vizinhas
e o erro é reduzido quanto mais distante da classe correta. Do mesmo modo ocorre no
conjunto dos corredores, como é mostrado na Tabela 11.

A Tabela 12 destaca as classes que obtiveram as piores acurácias médias. Para o
conjunto das calçadas foi a classe Desvie pouco para a esquerda e para o conjunto dos
corredores foi a classe Desvie pouco para a Direita. Observa-se que os erros na vizinhança
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Tabela 9 – Resultados de acurácia média por classe para o conjunto das velocidades
laterais.

Class
Acurácia (%)

Calçadas
VGG16 ResNet50 Dronet

Desvie muito para esquerda 91,33±02,41 89,49±03,80 84,36±01,91
Desvie pouco para esquerda 89,40±04,11 86,32±01,50 84,90±01,90

Sem desvio 91,57±01,82 89,49±06,19 87,35±01,89
Desvie pouco para direita 91,54±01,87 84,07±01,61 81,29±01,96
Desvie muito para direita 89,44±01,71 86,25±05,42 81,78±03,37

- Corredores
Desvie muito para esquerda 96,86±02,19 96,49±02,54 94,82±03,18
Desvie pouco para esquerda 95,20±04,47 95,20±03,99 89,52±04,30

Sem desvio 94,27±03,14 93,72±03,11 88,82±03,72
Desvie pouco para direita 93,97±04,02 94,15±04,93 86,18±04,08
Desvie muito para direita 97,59±02,62 96,48±02,67 89,87±04,45

Tabela 10 – Matriz de confusão média da VGG16 para velocidades laterais no conjunto
das calçadas.

Classe Saída (Quantidade de amostras)
0 1 2 3 4

E
nt

ra
da

0 223,50±05,85 012,50±03,32 002,20±01,46 001,70±01,18 004,80±02,92
1 013,40±04,22 218,60±10,12 006,40±03,61 003,50±02,90 002,60±02,24
2 003,20±01,86 006,30±01,67 224,00±04,51 006,60±02,10 004,50±02,01
3 001,10±00,70 001,40±00,80 006,00±02,48 224,10±04,54 012,20±05,23
4 005,00±02,52 002,10±01,51 005,20±02,22 013,50±02,87 218,60±04,27

Tabela 11 – Matriz de confusão média da VGG16 para velocidades laterais no conjunto
dos corredores.

Classe Saída (Quantidade de amostras)
0 1 2 3 4

E
nt

ra
da

0 052,60±01,42 001,10±00,83 000,30±00,45 000,00±00,00 000,30±00,64
1 001,80±01,72 052,00±02,79 000,10±00,30 000,70±00,78 000,00±00,00
2 000,60±00,66 000,70±00,90 051,10±01,75 001,60±00,91 000,20±00,40
3 000,40±00,66 001,00±00,89 000,40±00,66 051,50±02,24 001,50±01,74
4 000,30±00,45 000,00±00,00 000,30±00,45 000,70±01,10 052,80±01,53

no conjunto dos corredores corresponde a 3,46% enquanto que no conjunto das calçadas
essa proporção equivale a 8,09% que é 4,63% maior que no conjunto dos corredores.

Na matriz de confusão da Tabela 10 observa-se as mesmas questões encontradas
nas velocidades frontais. As partes críticas são aquelas onde é indicado um desvio para
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um lado e é predito para o lado oposto. Para a classe 0 (Desvie muito para a esquerda)
obteve-se em média 4,80 amostras classificadas para o oposto. Outra região crítica é a
classe Sem desvio e o classificador indicar desvios para os extremos.

Tabela 12 – Matriz de confusão média da VGG16 para velocidades laterais em taxas
proporcionais para as classes Desvie pouco para esquerda e Desvie pouco para
direita.

Classe Saída
0 1 2 3 4

E
nt

ra
da

Calçadas VGG16 (%)
1 05,48±01,72 89,40±04,14 02,61±01,47 01,43±01,18 01,06±00,91

Corredores VGG16 (%)
3 00,73±01,21 01,82±01,63 00,73±01,21 93,97±04,10 02,73±03,18

Na Figura 22a é uma amostra que foi rotulada como Desvie muito para a esquerda,
mas foi classificada como Desvie muito para a direita. Analisando os frames anteriores e
posteriores observa-se que a amostra classificada errada está numa região onde foi realizado
um desvio para a esquerda e correção desse desvio imediatamente para a direita. Como
existe uma pessoa na frente o classificador entendeu que pertencia a classe de desvio para
a direta.

(a) Amostra da classe "Desvie muito para a es-
querda"(Classe 0)

(b) Amostra da classe "Desvie muito para a di-
reita"(Classe 4)

Figura 22 – Exemplos de amostra do conjunto das calçadas. 22a é uma amostra que foi
classificada como classe 4 e 22b é uma amostra que pertence a classe 4.

Na Tabela 11 também mostra casos de erros extremos no conjunto dos corredores.
Extraíndo as amostras que caem nessa condição observa-se um padrão semelhante ao
encontrado no conjunto das calçadas. A Figura 23a é de um movimento indicando desvio
para a esquerda e a Figura 23b é o frame seguinte a esse desvio e que corresponde a
correção do movimento para o centro do corredor. Essas imagens foram muito semelhantes
apesar de pertencerem a classes opostas e por conta disso confundiu a classificação.
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(a) Amostra da classe "Pare"(Classe 0) (b) Amostra da classe "Acelere"(Classe 4)

Figura 23 – Exemplos de amostra do conjunto dos corredores. 23a é uma amostra que foi
classificada como classe 4 e 23b é uma amostra que pertence a classe 4.

5.2 Propostas de aprimoramento do conjunto de dados

Esta seção apresenta os resultados obtidos com a aplicação do método da Medida do
Índice de Similaridade Estrutural (SSIM) no conjunto dos corredores para as velocidades
frontais.

A partir dos resultados obtidos para as velocidades frontais e laterais constata-se
que as as velocidades frontais possuem maiores taxas de erros nas classes vizinhas, logo
aprensentam mais confusão para classificar do que as velocidades laterais. Desse modo, foi
escolhido o conjunto dos corredores para aplicar o método de SSIM.

A modelo da VGG16 no conjunto dos corredores foi escolhido por possuir acurácia
média muito próximo da arquitetura que alcançou o melhor resultado e por possuir maior
variação de acurácia em suas classes. O modelo com maior acurácia entre as realizações
para velocidades frontais foi extraído e aplicado o algoritmo de SSIM na matriz de confusão
para avaliar a similaridade entre as amostras que foram classificadas erradas.

A similaridade média entre classes na matriz de confusão é apresentada na Tabela
13. Podemos observar que as amostras confundidas da classe "Reduza pouco a veloci-
dade"(Classe 2) possuem 0,3910 de similaridade com a classe "Manter velocidade"(Classe 3)
e 0,3082 com a classe "Reduza muito a velocidade"(Classe 1), o que elege a classe "Reduza
pouco a velocidade"como a mais confundida. Observa-se também que para a classe "Manter
devlocidade"possui a segunda maior confusão. De fato, ao observar a Tabela 4 constata-se
que as classes "Reduza pouco a velocidade"e "Manter velocidade"obtiveram as menores
acurácias média. Isso sugere que os erros dessas classes são consequência da semelhança
de suas amostras com as classes de distância adjacente.

A partir da Tabela 13 verifica-se que existem 7 resultados de confusão com a
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Tabela 13 – Matriz de similaridade média da matriz de confusão para as velocidades
frontais no conjunto dos corredores.

Classe SSIM Saída
0 1 2 3 4

SS
IM

E
nt

ra 0 - 0,234±0,053 0,000±0,000 0,000±0,000 0,000±0,000
1 0,204±0,041 - 0,304±0,046 0,000±0,000 0,000±0,000
2 0,000±0,000 0,308±0,049 - 0,391±0,058 0,000±0,000
3 0,000±0,000 0,000±0,000 0,323±0,049 - 0,325±0,052
4 0,000±0,000 0,000±0,000 0,000±0,000 0,000±0,000 -

similaridade extraída. Com esses resultados foi gerado um boxsplot que é mostrado na
Figura 24. O boxsplot 6 corresponde ao resultado de similaridade 0,39 encontrado na
confusão da classe 2 com a classe 3. Obsreva-se que existem amostras com alto índice
de similaridade que se aproximam de 0,8 numa escala de 0 a 1, onde 1 significa imagem
completamente similar. É importante notar que existem casos com vários outliers com
similaridade superiores a 0,4.

A média da mediana das similaridades, que é destacada na Figura 24 com as linhas
amarelas nos gráficos de boxSplot, foi utilizada como região de limiar. A média obtida foi
de 0,2896. Após a aplicação do método de remoção das imagens semelhantes entre classes
o novo conjunto de dados criado obteve um total de 1386 imagens por classe.

Figura 24 – Boxplot com os resultados de similaridade entre classes na matriz de confusão
no conjunto das velocidades frontais para corredores
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Tabela 14 – Métricas das velocidades frontais para os conjuntos dos corredores antes e
após da aplicação do método de SSIM.

Conjunto de corredores
Sem remoção por similaridade

CNN Acurácia(%) F1
VGG16 94,33±00,88 94,33±00,88

ResNet50 94,72±00,67 94,72±00,66
Dronet 93,77±00,73 93,76±00,73

Com remoção por similaridade
VGG16 95,64±00,45 95,64±00,45

ResNet50 95,85±00,38 95,85±00,38
Dronet 94,72±00,63 94,71±00,63

A Tabela 14 apresenta os resultados de acurácia por CNN para o conjunto dos
corredores após a aplicação do método de extração de similaridade. Observa-se que a
VGG16 e ResNet50 alcançaram resultados próximos com diferença de acurácia média
de 0,21%. Comparando esses resultados com a Tabela 3 observa-se que o conjunto dos
corredores sem método de SSIM manteve o padrão onde VGG16 e ResNet50 obtiveram
resultados semelhantes. Comparandos os resultados de acurácia média da CNN que
alcançou os melhores resultados em ambos os conjuntos tem-se que o conjunto com SSIM
foi 1,13% melhor do que o sem SSIM. Em ambos os conjuntos, com e sem SSIM, a Dronet
foi a que alcançou os piores resultados com as métricas utilizadas.

Extraíndo a acurácia média por classe para o conjunto com SSIM, observa-se na
Tabela 15 que a classe Reduza pouco a velocidade obteve a pior acurácia média e que a
classe Acelere alcançou o melhor resultado em todas as redes avaliadas. Esse resultado
foi o mesmo observado no conjunto sem SSIM. Comparando os resultados de acurácia
por classe da CNN que alcançaram o melhor resultado de acurácia média tem-se que o
conjunto com SSIM possui médias maiores em todas as classes, exceto a classe Acelere
onde o conjunto sem SSIM foi 0,06% melhor. No conjunto com SSIM as classes Pare e
Manter Velocidade obtiveram uma acurácia média pelo menos 2% melhor do que a sem
SSIM.

A Tabela 16 mostra a matriz de confusão média da ResNet50. Nota-se que os erros
ocorrem sempre nas vizinhanças em todas as classes, exceto a classe "Reduza muito a
velocidade"(Classe 1) onde houve confusão com a classe "Acelere"(Classe 4). A Figura 25a
apresenta a amostra que foi classificada como classe "Acelere"(Classe 4). Ela possui as
características de uma imagem que pertence a classe "Acelere"(Classe 4), porém foi rotulada
como classe "Reduza muito a velocidade"(Classe 1) porque os frames anteriores continham
uma possível colisão, como é mostrada na Figura 25b, quando a colisão deixou de estar no
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Tabela 15 – Acurácia média por classe para o conjunto dos corredores com SSIM.

Class
Acurácia (%)
Corredores

VGG16 ResNet50 Dronet
Pare 96,82±01,34 96,20±01,22 95,81±01,63

Reduza muito a velocidade 94,95±01,96 95,81±01,80 94,71±01,77
Reduza pouco a velocidade 91,57±01,82 92,45±01,72 89,66±02,10

Manter velocidade 92,59±02,23 95,24±01,06 94,56±01,56
Acelere 99,32±00,57 99,56±00,45 98,84±00,57

campo de visão da câmera, mas ainda estava ao lado de quem estava caminhando, então o
algoritmo a rotulou como classe "Reduza muito a velocidade"(Classe 1).

(a) Amostra da classe "Reduza muito a veloci-
dade"(Classe 1) imediatamente após a passa-
gem de uma possível colisão.

(b) Amostra da classe "Reduza muito a veloci-
dade"(Classe 1) da possível colisão.

Figura 25 – Exemplos de amostra do conjunto dos corredores com SSIM onde houve
confusão com a classe "Acelere"(Classe 4).

Comparando a classificações por classe proporcionais a quantidade contida nos
conjuntos com e sem SSIM observa-se na Tabela 17 que o conjunto com SSIM apresenta
menos confusão nas classes mais distantes em todas as classes. Além disso, os erros nas
regiões de vizinhança são menores do que no conjunto sem SSIM. A classe "Reduza muito
a velocidade"(Classe 1) apresentou uma redução de 2,33% na vizinhança no conjunto
com SSIM. As demais classes reduziram em algum percentual a quantidade de erros nas
vizinhanças esquerda e direita, exceto a classe "Reduza pouco a velocidade"(Classe 2) que
apresentou aumento de 0,09% na vizinhança esquerda.
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Tabela 16 – Matriz de confusão da rede ResNet50 no conjunto de corredores com SSIM
para as velocidades frontais.

Classe
Saída

0 1 2 3 4

E
nt

ra
da

0 200,10±02,54 007,90±02,54 000,00±00,00 000,00±00,00 000,00±00,00
1 004,50±02,24 199,30±03,74 004,10±02,11 000,00±00,00 000,10±00,30
2 000,00±00,00 003,00±02,64 192,30±03,57 012,70±03,00 000,00±00,00
3 000,00±00,00 000,00±00,00 009,30±02,36 198,10±02,21 000,60±00,48
4 000,00±00,00 000,00±00,00 000,00±00,00 000,90±00,94 207,10±00,94

Tabela 17 – Matriz de confusão em porcentagem proporcional a quantidade de amostras
dos conjuntos sem e com SSIM.

Classe
Saída

- 0 1 2 3 4

E
nt

ra
da

Corredores ResNet50 sem SSIM (%)
0 93,73±00,89 06,12±00,96 00,04±00,14 00,00±00,00 00,09±00,18
1 02,07±01,10 95,66±01,29 02,21±01,01 00,00±00,00 00,04±00,14
2 00,00±00,00 01,60±01,05 91,38±01,80 07,01±01,40 00,00±00,00
3 00,00±00,00 00,04±00,14 06,13±01,79 93,20±01,94 00,61±00,42
4 00,00±00,00 00,04±00,14 00,00±00,00 00,33±00,30 99,62±00,38

Corredores ResNet50 com SSIM (%)
0 96,20±01,22 03,79±01,22 00,00±00,00 00,00±00,00 00,00±00,00
1 02,16±01,08 95,81±01,80 01,97±01,01 00,00±00,00 00,04±00,14
2 00,00±00,00 01,44±01,27 92,45±01,72 06,10±01,44 00,00±00,00
3 00,00±00,00 00,00±00,00 04,47±01,13 95,24±01,06 00,28±00,23
4 00,00±00,00 00,00±00,00 00,00±00,00 00,43±00,45 99,56±00,45

5.3 Discussão de resultados

Para o conjunto das velocidades laterais o método de aumento do conjunto de dados
conseguiu melhorar a taxa de acertos em 3,3% em relação ao conjunto sem a aplicação do
método.

A VGG16 alcançou os melhores resultados de acurácia média em quase todos os
conjuntos de dados, exceto no conjunto de corredores para velocidades frontais, onde
a ResNet50 foi um pouco melhor em 0,39% em relação a VGG16. Para as velocidades
frontais a VGG16 alcançou acurácia média de pelo menos 93% em ambos os conjuntos de
dados. Para as velocidades laterais a VGG16 alcançou resultados de acurácia média de
pelo menos 90%.
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5.4 Reflexões sobre a aplicação embarcada
Pode-se observar na Tabela 14 que as arquiteturas VGG16 e ResNet50 são fortes

canditados de modelos para serem embarcados por terem alcançado os melhores resultados
de acurácia. Quando é observado o resultado de acurácia por classe é possível perceber
algumas diferenças nas taxas de acerto. Para o problema de navegação de deficientes
visuais as classes, no conjunto de velocidades frontais, que possuem mais importância são
as de paradas e reduções, porque essas decisões reduzem as chances de haver acidentes.
Considerando essa premissa, a VGG16 possui resultados um pouco melhores do que as
demais redes. Além disso, por ser uma rede que possui menor profundidade seu tempo de
classificação é menor. No entanto, a VGG16 possui um arquivo de peso 524MB que deve
ser alocado em memória para realizar as predições o que é uma restrição. Já a ResNet50,
por ser uma rede mais profunda seu tempo de resposta será maior do que a VGG16, porém
o arquivo de peso a ser alocado em memória é de 93MB, que é cerca de 5,6 vezes menor.
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6 Conclusões

Este trabalho apresentou um estudo sobre o problema de navegação de deficientes
visuais durante uma caminhada propondo dois novos conjuntos de dados que relacionam
imagens com os movimentos do pedestre para evitar choque com obstáculos. Um dos
conjuntos representa ambientes externos (calçadas urbanas) e outro representa ambientes
internos (corredores de lojas). Cada conjunto explora dois domínios de movimentos.
Velocidade frontais, que determinam acelerações e paradas, e velocidades laterais, que
englobam movimentos de desvios para a esquerda e para a direita. Além disso, esses
conjuntos foram utilizados para treino e teste nas arquiteturas CNN VGG16, ResNet50 e
Dronet. O estudo mostrou que aplicar transferência de aprendizado em ambos os conjuntos
aumentou suas taxas de acurácia.

O conjunto de dados dos corredores apresenta resultados de acurácia média melhores
do que os conjuntos de calçadas. Tanto nas velocidades frontais quanto nas laterais. Além
disso, as matrizes de confusão do conjunto dos corredores possuem menos erros extremos
do que o de calçadas. Isso sugere que o conjunto dos corredores é um problema mais fácil
para as redes classificarem do que o conjunto das calçadas. As classificações erradas que
ocorrem dentro do sistema de navegação corrigem-se com os frames seguintes por ser um
sistema dinâmico, logo é tolerável que eles ocorram.

A atribuição de rótulos às imagens foi obtida de forma automática, a partir das
informações dos sensores inerciais no momento da captura das imagens. A fim de melhorar a
marcação das amostras, foi proposto um método de remoção das imagens por similaridade,
que foi aplicado nas velocidades frontais do conjunto de dados dos corredores. Tal método
reduziu as classificações incorretas na matriz de confusão e aumentou a acurácia média
em 1,13% quando comparado ao conjunto sem esse tratamento. Esse resultado se mostra
promissor para melhorar conjuntos de dados que utilizam técnicas de capturas e rotulações
seguindo uma sequência temporal.

Os conjuntos de dados propostos têm relevância em aplicações que visam a auxiliar
sistemas de navegação para deficientes visuais e aplicações de robôs autônomos, pois
permitem classificar, a partir de imagens, os principais movimentos relacionados a evitar
colisão com obstáculos, como paradas, acelerações e desvios.

Visando à sua utilização em robôs ou em dispositivos vestíveis, as arquiteturas de
CNN utilizadas devem sofrer otimizações no consumo de memória e tempo de classificação.
A melhoria no tempo de classificação permite aumentar a taxa de classificações por segundo.
Essa melhoria é necessária para que a navegação possa tomar decisões em pouco tempo,
portanto, mais seguras.
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Como trabalhos futuros sugere-se:

• Avaliar o conjunto de dados em outras outras redes neurais.
• Embarcar classificador em um dispositivo vestível.
• Avaliar custos computacionais na plataforma embarcada.
• Realizar testes de navegação em campo.
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